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面向多功能张量加速器的细粒度结构化稀疏设计
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摘要:为解决模型压缩算法与多功能张量加速器(VTA)的适配性问题,通过改进经典的YOLO-
bile分块剪枝方法,完成面向该加速器的自适应细粒度结构化稀疏设计及性能评估。针对VTA的

多重循环维度展开特性,对模型的权重张量进行32×32大小的分块;结合时间维度的自蒸馏与空

间维度的教师蒸馏,进行多维度特征对齐;通过一阶段式迭代训练方式,改进原有的ADMM 算法

计算流程,在提升模型部署精度的同时减少训练成本;提出自适应层剪枝率模块,进行总剪枝率的

自适应分配,实现端到端的自动化剪枝。实验结果表明:改进方法有效减少了约2.4%的浮点计算

量,并在图像分类、目标检测等多项任务中提升了压缩模型的精度,最大增长百分比为2.6%。该

方法为深度学习模型在VTA上的稀疏化部署提供了一种高效、轻量级的软件解决方案。
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Abstract:Inordertoaddressthecompatibilityissuebetweenmodelcompressionalgorithmsand
theversatiletensoraccelerator(VTA),anadaptivefine-grainedstructuredsparsedesigntailored
forthisacceleratorisproposedbyenhancingtheclassicalYOLObileblock-wisepruningmethod
andevaluatesitsperformance.Inlightofthemulti-dimensionalloopunfoldingcharacteristicsof
VTA,themodel’sweighttensorsaredividedinto32×32blocks.Thisapproachintegrates
temporaldistillationandspatialdistillationtoalignmultidimensionalfeatures.Throughasingle-
stageiterativetrainingmethod,thecalculationprocessoftheoriginalADMMalgorithmisrefined
toimprovemodeldeploymentaccuracywhilereducingtrainingcosts.Anadaptivelayerpruning
ratemoduleisintroducedtodynamicallyallocatethetotalpruningrate,facilitatingend-to-end
automatedpruning.Theexperimentalresultsdemonstratethatthisimprovedmethodeffectively
reducesfloating-pointcomputationsbyapproximately2.4%andenhancestheaccuracyofcompressed
modelsacrossvarioustaskssuchasimageclassificationandobjectdetection,withamaximum
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growthpercentageof2.6%.Thismethodoffersanefficientandlightweightsoftwaresolutionfor
thesparsedeploymentofdeeplearningmodelsonVTAs.
Keywords:neuralnetworkcompression;modelsparsity;deeplearning;versatiletensoraccelerator;

modeldeployment

  随着深度学习的发展,神经网络的复杂度及其

对硬件计算资源的需求量与日俱增。现如今,参数

量在几十亿甚至万亿级别的大模型层出不穷,在算

法功能愈发完善的同时,也向硬件算力和存储空间

提出了新的挑战[1]。深度学习模型压缩部署作为深

度学习领域研究的重点之一[2],其目标是解决模型

的工程应用问题[3]。在软件算法方面,快速、轻量级

的嵌入式端深度学习模型部署[4],要求提供高效、准
确且适用于硬件设备的神经网络推理方案[5]。

目前,通用的硬件架构和复杂的软件编译工具

链已经成为深度学习模型部署领域的共识[6-7]。深

度学习编译器框架(TVM)[8]作为深度学习编译器

的代表,是目前应用最广泛的开源软硬件协同加速

引擎。作为 TVM 框架的扩展,多功能张量加速

器(VTA)[9]是一个开放、通用、可定制的深度学习

加速器,具有完整且适用于 TVM 的编译器堆栈。

TVM和VTA共同构成了端到端的软硬件协同加

速堆栈解决方案[10],但当前较少见到针对该方案讨

论稀疏化的方法。
剪枝技术通过删除模型中次重要的神经元降低

模型的参数量[11]。Nvidia提出的2∶4细粒度结构

化稀疏性方案[12]只能针对Nvidia芯片完成50%的

稀疏任务。SR-STE算法[13]提出的 N∶M 结构化

稀疏神经网络训练方式仍存在较大精度损失。本文

提出的面向张量处理器的细粒度结构化稀疏设计方

法,同时兼顾了非结构化细粒度剪枝和结构化粗粒

度剪枝方案的优势。

1 研究方案

为了在获得较高剪枝结构自由度的同时,使剪

枝后的模型结构能够较好地利用硬件资源实现并行

计算[14-15],本文对剪枝算法 YOLObile[16]进行了改

进,即将神经网络的权重矩阵按照m×n维度进行

分块,并针对不同的剪枝块设计不同的剪枝规则,同
时保证同一剪枝块内的剪枝规则相同。YOLObile
算法通过实验得出最佳的分块方案为8×4大

小[16],将该方法直接应用在VTA张量加速器的硬

件加速设计中时,会导致精度损失较大。为了提升

粗粒度分块造成的精度损失,本文设计了如图1所

示的结构化稀疏设计方法,充分保证了剪枝后模型

的准确率和较高的运算速度,并将任务领域由目标

检测任务扩展至分类任务。

图1 细粒度结构化稀疏设计方案框架图

Fig.1Fine-grainedstructuredsparsedesignframe

1.1 研究动机

本文首先根据硬件算力对分块粒度大小进行计

算。针对VTA张量加速器架构,计算模块的计算

资源受限,典型配置为32×32大小的计算矩阵,也
就是最大支持到单次计算32×32=1024个数据。
本文的细粒度结构化稀疏方法保证了每个块内剪枝
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规则的一致性,为了降低模型压缩后的精度损失,各
块之间使用不同的剪枝规则。本文方法不仅可以应

用在卷积核尺寸为3×3、1×1、5×5等的卷积层上,
也同样适用于线性层。

如图2所示,本文以YOLOv3模型[17]的Conv2d.1

张量为例,展示了稀疏化权重数值分布。原始的

Conv2d.1张量大小为[64,32,3,3],按照32×32大

小进行分块后,可得两个大小分别为[32,32,3,3]
的子张量。图中灰色阴影方块所代表的数值为0的

部分可以通过循环指令跳过进行硬件端的加速计算。

图2 YOLOv3模型的稀疏化结果的可视化展示

Fig.2VisualizationofsparseresultinYOLOv3model

1.2 分块稀疏化设计方案

为了改进张量处理器在32×32分块粒度配置下

的稀疏模型精度下降问题,首先设计了1.2.1小节中

的多维知识蒸馏模块和1.2.2小节中的一阶段式迭

代ADMM训练方法提升稀疏模型精度。然后,通过

1.2.3小节中的自适应层剪枝率模块自动化分配各层

剪枝率。最后,通过自动权重分配策略平衡各部分

损失。

1.2.1 多维知识蒸馏模块

知识蒸馏通常是指使用高精度的教师模型指导

低精度的学生模型[18],在结构相似的情况下效果尤

为明显,而剪枝得到的稀疏模型与原模型在结构上

高度相似,非常符合知识蒸馏的应用条件。为了同

时学习空间维度上未剪枝教师模型的输出及时间维

度上前一个训练批次该模型本身的输出,本文设计

了多维知识蒸馏模块,如图3所示。图中s代表学

生模型,t代表教师模型。该模块可分为空间维度

的教师模型蒸馏损失 dis以及时序维度的自蒸馏损

失 self
dis两部分。相较于前者,后者在非目标类别上

的概率信息更为丰富。
本文提出的自蒸馏方法按照批次b将训练阶段

的时间维度划分为bi和bi-1两个小批次,并在第i个

批次计算二者的软输出值pi
b 和pi-1

b 的KL散度,具
体计算过程如下

图3 多维知识蒸馏模型示意图

Fig.3 Diagramofmulti-dimensionalknowledgedistillation

model

self
dis =T2f(P,Q)

P = 1
Si,j

exp 1Tpi
b    

Q= 1
Si-1,j

exp 1Tpi-1
b    

􀮠

􀮢

􀮡

􀪁
􀪁􀪁

􀪁
􀪁􀪁

(1)

式中:f为KL散度函数;i为批次数;j为单个批次

的矩阵数;p为模型的输出,在YOLO系列模型中即

为YOLOLayer层的输出;Si,j=∑
m

i=1
exp(pi

j,r);Si-1,j=
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∑
m

i=1
exp(pi-1

j,r),其中m为模型输出张量单个矩阵的行

数;T 为温度,主要起到平滑正则化作用。
教师蒸馏又可进一步划分为类别损失 cls

dis、坐
标损失 box

dis 以及特征损失 feat
dis 这3部分。分类损失首

先计算得到样本属于每个类别的概率,并通过 KL
散度分别度量原模型与稀疏模型分类类别分布之间

的差异性;坐标损失通过计算预测框中心坐标及锚

框宽高,衡量稀疏模型预测的边界框与真实边界框

之间的差异;特征损失通过对剪枝前后模型的中间

层的特征图进行提取并蒸馏,使稀疏模型能够更好

地保留原模型中的细节特征。综上,可得最终的多维

知识蒸馏损失 dis,算式如下

dis=λself self
dis +(λcls cls

dis+λbox box
dis +λfeat feat

dis)
(2)

式中:λself、λcls、λbox、λfeat 分别为自蒸馏损失项、分类

损失项、坐标损失项、特征损失项的平衡系数。

1.2.2 一阶段式迭代ADMM训练

传统的分块剪枝算法[16]是先得到剪枝掩码再

剪枝并训练的两阶段式方案。为了节省训练计算成

本,避免重复训练剪枝前的预训练模型,以及针对稀

疏模型的重新微调训练,本文尝试采用SR-STE[13]

算法进行修改,将传统的两阶段式剪枝方式改为一

阶段式剪枝方式,即在剪枝得到稀疏权重和剪枝掩

码后,直接通过反向传播更新近似梯度来训练稀疏

网络,一步到位,不再进行剪枝后的微调。
通过2.1.2小节中的消融实验发现,引入SR-

STE一阶段式剪枝训练后,模型产生了较大的精度

损失,为此本文对一阶段式剪枝进行了改进,同时调

整了惩罚参数ρ,以便更好地应用到模型剪枝领域,
并得到了较好的实验结果。

  ADMM算法中,通过引入增广拉格朗日量来求

解原始的具有非凸约束的优化问题[19]。如式(3)所
示,引入分段函数gi(Wi),以不含独立约束条件的

形式求解原来的非凸优化问题,表达式为

min
{Wi}{bi}

(Wi,bi)+∑
N

i=1
gi(Wi)

s.t.gi(Wi)=
0, card(Wi)≤li

+∞, 其他 
􀮠

􀮢

􀮡

􀪁
􀪁
􀪁􀪁

(3)

式中: (·)为激活函数;W 为权重参数;b为偏置参

数;g(·)为引入的分段函数;card(·)为返回其矩阵

参数中非零元素数量;N 为总网络层数;li 为第i层

的层剪枝率。
引入增广拉格朗日量,提取缩放对偶变量,即可

得到ADMM算法迭代式如下

(Wk+1
i ,bk+1

i )=argmin
{Wi},{bi}

Lρ(Wi,bi,Zk
i,Uk

i)(4)

Zk+1
i =argmin

{Zi}
Lρ(Wk+1

i ,bk+1
i ,Zi,Uk

i) (5)

Uk+1
i =Uk

i +Wk+1
i -Zk+1

i (6)
式中:L(·)为拉格朗日函数;Z 为优化问题的目标

函数;U 为拉格朗日乘子。
使用对偶上升法的思路,针对 (Wk+1

i ,bk+1
i )、

Zk+1
i 、Uk+1

i 这3组变量,分别在固定另外两个变量的

条件下,更新其中一个变量,重复迭代循环直到数值

稳定,模型也就达到收敛了。其中,对于对偶子问题

的求解,采用梯度下降法计算如下

min
{Wi}{bi}

(Wi,bi)+∑
N

i=1

ρi

2 Wi-Zk
i +Uk

I
2
F (7)

即,ADMM 损失 admm =∑
N

i=1

ρi

2 Wi-Zk
i +Uk

i
2
F。

基于此,本文设计了如图4所示的一阶段式迭代

ADMM训练优化流程。

图4 一阶段式迭代ADMM训练流程图

Fig.4Flowchartofone-stageiterativeADMMtraining

  在设定了总剪枝率后,通过1.2.2小节中提出的

自适应层剪枝率模块获得各层的剪枝率li。将总的训

练流程分为4个连续不断的训练阶段,每一个阶段都

使用前一个得到的最终权重作为模型初始化权重,设

定惩罚参数ρ的初始值为10-4,ρ在10-4 ~10-1 范围

内变化,第i个阶段的惩罚参数ρi =10ρi-1,通过动态

调整惩罚参数,在训练初期尽量使其逼近损失函数

(·)的最小值,在训练后期进一步正则化权重,从而
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达到较好的模型精度。在每一个批次的训练中,都使

用剪枝后得到的稀疏权重和剪枝掩码计算近似梯度,
反向传播更新剪枝前密集权重的梯度。

1.2.3 自适应层剪枝率模块

为了评估度量剪枝率对稀疏模型的性能影响,
本文定义对某一层进行单层剪枝后测定的全类平均

精度为该层的层精度敏感度。图5所示为不同剪枝

率下YOLOv3层精度敏感度变化趋势图,用不同颜

色标记了不同总剪枝率的设定分类,并在层叠图中

进行了分层绘制。例如,当剪枝率设定为0.7时,测
得第29层单层剪枝后的全类平均精度指标为0.46,
即其精度敏感度为0.46。

图5 YOLOv3层精度敏感度趋势图

Fig.5YOLOv3layerprecisionsensitivitytrenddiagram

  由图5可得,不同的剪枝率下,层精度敏感度变

化趋势是一致的,即层敏感度是由模型结构决定的

固有属性,不随剪枝率的变化而变化,因此可以通过

分析预训练模型结构及权重数值特征,得到恰当

的层剪枝率分配策略。基于上述结论,本文进一

步提出了自适应的层剪枝率模块。本文采用传统

的用 于 求 解 非 凸 约 束 优 化 问 题 的 交 替 向 乘 子

法(ADMM)算法选取最优剪枝权重。为了保证总

剪枝率的设定需求,先前的工作大多通过多次调

参设置,选取最优的层剪枝比率。

BN层在卷积层之后进行了数据归一化,BN层

中的α参数包含了数据分布信息,可依据BN层的

权重数据进行每层重要性衡量。基于此,本文提出

了如图6所示的自适应层剪枝率模块。

图6 自适应层剪枝率模块示意图

Fig.6Adaptivelayerpruningratemodulediagram

  将每个BN层权重的均值作为评估各层重要性

的指标,并通过Softmax函数将其映射为取值区间

在[0,1]范围内且和为1的概率分布,然后按照指

定的剪枝比率进行放缩,最终得到自适应的各层剪

枝率。选层策略主要可分为按照BN层权重的最大

值排序以及按照均值排序两种方案,本文通过实验
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发现按照均值排序效果更优。
为了更好地平衡多维知识蒸馏损失、一阶段式

迭代ADMM训练损失以及传统训练损失在梯度下

降过程中的作用,本文设计了如下所示的自适应损

失权重分配策略

=λ
dis

s +s
dis+ admm  

s= + dis+ admm (8)

式中: 为总损失;s为上述三项损失之和; 为传统

训练损失;λ为超参数。
通过实验发现,深度学习模型训练损失函数

与知识蒸馏损失 dis的梯度调整需要相互制约,因此

在前面分别乘上了对方的比例系数,而 admm 极小,
不需要进行比例调整。

2 实验结果与分析

2.1 消融实验

为了探究面向张量处理器VTA的细粒度结构

化稀疏设计中各个模块的有效性,本节在COCO128
数据集上,使用YOLOv3模型并将总剪枝率设定为

30%,进行了如下消融实验。

2.1.1 多维知识蒸馏模块

表1为多维知识蒸馏模块消融实验结果,采用

精度、F1、FLOPS压缩率衡量本文方法的有效性。
针对目标检测任务,由于8×4分块粒度较细,加入

多维知识蒸馏模块后,全类平均精度指标有所提升

但不明显,而对于粒度较粗的32×32分块,加入多

维知识蒸馏模块后,剪枝后的模型精度由0.801提

升至0.822,但仍有较大的优化空间。
表1 多维知识蒸馏模块消融实验结果

Table1 Ablationexperimentofmulti-dimensionalknowledge
distillationmodule

方案 分块大小 知识蒸馏 精度 F1
FLOPS
压缩率

1 未剪枝 × 0.830 0.747 0

2 8×4 × 0.828 0.750 1.417

3 8×4 √ 0.829 0.725 1.417

4 32×32 × 0.801 0.700 1.426

5 32×32 √ 0.822 0.741 1.426

 注:表内“×”表示无该模块,“√”表示包含该模块。

2.1.2 SR-STE模块

为了减少训练代价,本文采用SR-STE算法[13]

将传统的两阶段式流程优化为直接进行稀疏训练

的一阶段式流程,结果见表2。

表2 SR-STE算法一阶段式剪枝消融实验结果

Table2SR-STEone-stagepruningablationexperiment

方案
分块

大小

知识

蒸馏
SR-STE 精度 F1

FLOPS
压缩率

1 未剪枝 × × 0.830 0.747 0
2 8×4 × × 0.828 0.750 1.417
3 32×32 √ × 0.822 0.741 1.426
4 32×32 √ √ 0.766 0.660 1.426

 注:表内“×”表示无该模块,“√”表示包含该模块。

由于一阶段式训练轮次的减少,模型产生了较

大的精度损失,全类平均精度下降了6.8%,为此本

文将通过后续2.1.3小节及2.1.4小节中的模块对

经典的SR-STE算法进行改进。

2.1.3 自适应层剪枝率模块

表3所示为自适应层剪枝率模块的消融实验结

果,本文通过如下消融实验以数值化形式验证自适

应层剪枝率模块的有效性。可以看出,当分块大小

为32×32时,加入自适应层剪枝率模块的方案4对

比未加入的方案3,精度提高了2.5%,且此时的

FLOPS压缩率也提升了1.8%,实验结果表明了自

适应层剪枝率分配的有效性。
表3 自适应层剪枝率模块消融实验结果

Table3Adaptivelayerpruningratemodule

方案
分块

大小

知识

蒸馏

自适应

剪枝
精度 F1

FLOPS
压缩率

1 未剪枝 × × 0.830 0.747 0
2 8×4 × × 0.828 0.750 1.417
3 32×32 √ × 0.766 0.660 1.426
4 32×32 √ √ 0.785 0.674 1.451

 注:表内“×”表示无该模块,“√”表示包含该模块。

2.1.4 一阶段式迭代ADMM训练

表4所示是一阶段式迭代ADMM 训练的消融

实验结果,当分块大小为32×32时,通过惩罚参数

递增的迭代训练方式,实验4对比未改进的实验3,
精度提高了5.7%,验证了该模块的有效性。

表4 一阶段式迭代ADMM训练消融实验结果

 Table4One-stageiterativeADMMtrainingablation
experiment

方案
分块

大小

知识

蒸馏

自适应

剪枝

迭代

剪枝
精度 F1

FLOPS
压缩率

1 未剪枝 × × × 0.8300.747 0
2 8×4 × × × 0.8280.750 1.417
3 32×32 √ √ × 0.7850.674 1.451
4 32×32 √ √ √ 0.8300.754 1.451

 注:表内“×”表示无该模块,“√”表示包含该模块。
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2.2 对比实验

2.2.1 目标检测任务剪枝率对比实验

为了验证目标检测任务中不同剪枝率下的剪枝

效果,本文进行了剪枝率对比实验。目标检测任务

剪枝率对比实验结果见表5。
表5 目标检测任务剪枝率对比实验结果

Table5Comparisonofpruningrateinobjectdetectiontask

剪枝率/% 剪枝方法
精度

YOLOv3模型YOLOv4模型

0 未剪枝 0.783 0.846

30
YOLObile 0.766 0.829

本文 0.774 0.837

40
YOLObile 0.760 0.827

本文 0.764 0.830

50
YOLObile 0.758 0.815

本文 0.759 0.817

如表 5 所 示,本 文 分 别 使 用 YOLOv3[17]、

YOLOv4[20]模型在VOC07+12数据集上进行了验

证,并选用分块剪枝的代表性方法YOLObile[16]作
为基准进行对标。针对YOLOv3模型,当总剪枝率

设定为30%时,全类平均精度的增 长 百 分 比 为

1.0%。表明针对目标检测任务,本文提出的方案在

常见的YOLO系列模型架构和常用的目标检测数

据集上具有良好的精度。
为了进一步可视化不同剪枝率下各类别平均精

度指标的变化曲线,本文在不同总剪枝率下进行剪

枝,结果见图7。

图7 不同剪枝率平均精度变化图

Fig.7Averageprecisionofdifferentpruningrates

如图7所示,本文从 VOC2007+2012数据集

的20个分类中选取5个(小汽车、猫、公共汽车、奶
牛、椅子)分为一组绘制折线图。由图可得,随着剪

枝率的增大,各类别平均精度呈下降趋势。

2.2.2 分类任务剪枝率对比实验

为了验证分类任务中不同剪枝率情况下的剪枝

效 果,本 文 分 别 使 用 ResNet18[21]、ResNet34[21]、

MobileNetV2[22]、SENet[23]、DenseNet[24] 模 型 在

CIFAR-100数据集下进行了剪枝率对比实验,实验

结果如图6所示。
表6 分类任务剪枝率对比实验

Table6Comparisonofpruningrateofclassificationtask

模型
准确率

级别

准确率/%

未
剪
枝

剪枝率为70% 剪枝率为80%
YOLO-

bile[14]
本文

YOLO-

bile[14]
本文

ResNet18
Top1 74.5 74.1 74.6 73.6 73.9

Top5 92.1 92.0 92.5 91.6 92.4

ResNet34
Top1 74.6 74.3 75.4 73.9 74.5

Top5 91.6 91.9 92.7 91.5 92.3

MobileNet
V2

Top1 75.3 73.8 75.0 72.7 74.6

Top5 93.2 92.7 93.4 92.2 93.3

SENet
Top1 75.9 74.1 75.6 73.6 75.0

Top5 92.9 92.5 93.4 92.2 93.3

DenseNet
Top1 77.1 76.2 76.8 74.8 75.8

Top5 93.3 93.1 94.5 92.8 94.1

从表6可得,在 CIFAR-100数据集下,针对

ResNet18模型,当总剪枝率为70%时,Top1准确

率的增长百分比为0.67%。针对 MobileNetV2模

型,当总剪枝率为80%时,Top1准确率的增长百分

比为2.6%,Top-5准确率的增长百分比为1.2%。
本文方案与YOLObile[16]相比有明显的改进。

3 结 论

本文改进了一种针对VTA张量处理器的细粒

度结构化稀疏方法。该方法有效解决了传统分块

剪枝方法在粗粒度稀疏计算时精度下降的问题,
并将任务领域进行了拓展。通过对比实验结果,
验证了压缩后的模型推理精度,改进方法在目标

检测任务和图像分类任务上均取得了较好的实验

结果,同时对剪枝的容忍性更高,可以达到更高的

模型稀疏程度。该方法为模型稀疏领域提供了一

种高效适配硬件加速器的解决方案,主要包含以

下4部分贡献:
(1)针对VTA的多重循环维度展开特性,对模

型的权重张量进行32×32大小的分块;
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(2)结合时间维度的自蒸馏与空间维度的教师

蒸馏,进行多维度特征对齐;
(3)通过一阶段式迭代训练方式,改进原有的

ADMM 算法计算流程,在提升模型部署精度的同

时减少训练成本;
(4)提出自适应层剪枝率模块,进行总剪枝率的

自适应分配,实现端到端的自动化剪枝。
考虑到针对不同模型压缩方案的普适性问题,

在后续的研究中可以设计通用软件压缩工具链[25],
实现快捷通用的模型稀疏化设计。同时可以尝试将

其拓展应用于更多不同的网络架构,并将其进一步

部署到 VTA加速的硬件设备上,验证实际FPGA
硬件推理时的精度及效率[26]。
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